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L'analyse des correspondances des tables de contingences peut étre présentée de
différents points de vue. Dés l'origine, les travaux de précurseurs comme Guttman
[Gut4l] et Hayashi [Hay56] puis le traité de Benzécri [Ben73] ont effectivement donné
lieu a des présentations distinctes. On peut ainsi présenter cette méthode comme un cas
particulier de décomposition aux valeurs singuliéres, et auss comme une analyse
discriminante particuliére.

Dans le cadre des réseaux de neurones, |'analyse des correspondances des tables de
contingence (ou tableaux croisés) peut étre décrite comme un cas particulier de trois
types de réseaux différents [Leb96].

Elle peut étre considérée comme un perceptron a une couche cachée (les couches
dentrée et de sortie correspondent alors aux lignes et aux colonnes de la table de
contingence) dans un contexte supervisé (8 1).

Elle peut étre également décrite comme un perceptron multicouche auto-associatif (cas
non-supervise) (8 2). Dans ce cas ce sont les lignes (ou les colonnes) qui constituent ala
foisla couche d'entrée et la couche de sortie.

Enfin, I'analyse des correspondances peut aussi étre décrite comme un réseau linéaire
adaptatif particulier (§ 4).



1. Un Perceptron multicouche particulier

L'équivalence entre analyse linéaire discriminante (selon Fisher [Fis40]) et perceptron a
une couche cachée supervisé (lorsque les fonctions de transfert sont les fonctions
identité) a été démontrée par Gallinari et al. [Gal88] et généralisée au cas de modéles
non-linéaires par Asoh et Otsu [As089].

Un cadre généra (cf. par exemple Badi et Hornik, [Bal89] ) permet de traiter
simultanément les cas supervisés et non-supervises.

1.1Lemodée
On considérera un perceptron multicouche a une couche cachée.

Soit X la matrice d'ordre (n, g) dont les n lignes sont les n observations d'un g-vecteur
d'entrée, et soit Y lamatrice d'ordre (n, p) contenant les n observations d'un p-vecteur de
sortie.
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Figure 1 Perceptron a une couche cachée

A désigne lamatrice d'ordre (g, r) des poids (cf. figure 1) en amont de la couche cachée
formée der éléments, et B lamatrice de poids d'ordre (r, p) en aval de celle-ci.

Le modéle général sécrit :

r q

Yik =) 2. Pmic @ X @jmXij + Cm | + i [ + €
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Nous supposerons dans la suite que les variables sont des variables numériques centrées,
et que les termes constants sont nuls.

Nous supposerons également les fonctions de transfert ¢ et w égales a la fonction
identité.



Le modele se simplifie alors en:

r

r q q
Yik =1 2. bk Zajmxij +€ Z (Z mkajm]xij"‘elk [1]

m=1 j=1 m=1

Les np équations [1] sont résumées par lanotation: Y = XAB+ E.

Un tel systéme peut étre résolu par la méthodes de rétro-propagation de gradient dont on
trouvera des exposes dans cette méme revue avec les articles de Proriol [Pro9l], et de
Ciampi et Lechevallier [Cil95] ). Le fait de travailler avec des fonctions de transfert
identité permet d'obtenir une solution analytique exacte, et des résultats connus des
statisticiens.

1.2 Estimation des coefficients

Avec des notations usuelles, on estimera les coefficients inconnus en minimisant, dans
un premier temps, lafonction de perte:

f=trace E'E =trace (Y - XAB) (Y - XAB),
sous la contrainte
BB = Iy (Ir estlamatriceidentité d'ordre (r,r) ).
Cette contrainte est nécessaire pour lever |'indétermination du modéle.

En effet, pour toute matrice non-singuliere H d'ordre (r,r), AH et H-1B sont solutions,
des lors que A et B sont des solutions du probleme de minimisation. D'autres fonctions
de perte et contraintes sont possibles, comme celles présentées au paragraphe 1.4.

Ladérivation de f conduit aux équations [2] et [3] :
BY"X =AX'X, [2]
Y'XA=B'L [3]
(L étant une matrice d'ordre (r, r) de multiplicateurs de Lagrange).
Les équations[2] et [3], avec la contrainte précédente, conduisent aux relations :
MB'=B'L,
Lamatrice M étant définie comme:
M = Y'X(X'X) XY,
On peut aors écrire le critere f de lafagon suivante:
f=traceY'Y -tracelL.

Il est donc équivaent de minimiser f ou de maximiser tracelL.



On déduit aisément de ces relations que L est une matrice diagonale contenant lesr plus
grandes valeurs propres de M sur sa diagonale, les r lignes de B étant les vecteurs
propres unitaires correspondants.

On peut alorscalculer A:
A=(XX)IX'YB.
Cette formule généralise celle obtenue en régression multiple simultanée (comportant

plusieurs variables endogenes) lorsque la matrice des coefficients de régression est
soumise a une contrainte de rang.

Notons que P telle que :
P=X(X'X) X'
est la matrice idempotente qui projette sur le sous-espace engendré par les colonnes de
X.
On peut donc écrire: M = (PY)'(PY).

Ainsi, le perceptron multi-couche réalise une analyse projetée de Y (une analyse en
composantes principales projetée si Y est centrée en colonnes) sur le sous espace
engendré par les colonnes de X (cf. [Rao64], [Leb73], [Sab87], [Sab89] ).

1.3 Lecasdestableaux digonctifs

Quand Y et X sont des tableaux disjonctifs complets (tableaux binaires décrivant les
deux partitions des n observations en p et q classes, illustrés par la figure 2), la matrice
Ctelleque:

C=YX
n'est autre gue la table de contingence d'ordre (p, g) croisant les deux partitions, la
matrice Dq (resp. Dp) telle que :

Dq=X'X (resp. Dp=Y'Y)

est la matrice diagonale dont les g (resp. p) éléments diagonaux sont les effectifs des g
classes (resp. p classes).
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Figure2.
Per ceptron alimenté par des données digonctives

L e perceptron multi-couche, en diagonalisant lamatrice M telle que:
M = CDg'C’,

réalise une analyse non-symétrique des correspondances (Lauro et D'Ambra, [Lau84])
de latable de contingence C.

Ce perceptron coincidera avec I'analyse des correspondances usuelle s Dp est une
matrice scalaire (les p classes ont les mémes effectifs) ou si la matrice de sortie Y a

subit un changement d'échelle (en: Y = YDB” 2) au cours d'une étape préliminaire.

1.4 Perceptron et analyse canonique

En fait, le changement d'échelle précédent revient a prendre comme fonction de perte:
f=trace E (Y'Y)1E' =trace(Y - XAB) (Y'Y)1 (Y - XAB)',
sous la nouvelle contrainte, pour les coefficients bk :
B(Y'Y)1B = Iy (Ir estlamatriceidentité dordre(r,r)).

Avec cette fonction de perte et ces contraintes, le perceptron (toujours dans le cas d'une
fonction de transfert identité) réalise dans le cas général pour X et Y une anayse

canonique.

Cette anadlyse, on le sait, coincide avec une analyse discriminante de Fisher s les
variables a prédire sont les indicatrices d'une partition (le tableau Y est alors un tableau



digonctif complet), et avec une analyse des correspondances de la table de contingence
X'Y lorsque les prédicteurs (tableau X) sont aussi les indicatrices d'une partition.

Ce critere et cette contrainte supposent cependant que I'ensemble des lignes de Y
(individus ou "exemples") sont connues a priori. Le critereinitial peut étre en fait utilisé
"ligne aligne" et donner lieu & une mise ajour permanente de coefficients.

2. Un perceptron multi-couche non-supervise

Alors que les modeles supervises (pour lesquels on dispose d'un échantillon
d'apprentissage permettant d'estimer les paramétres) correspondent tout a fait a la
démarche de la régression et de I'analyse discriminante, les modéles non-supervisés ou
auto-organisés sont le pendant des méthodes purement exploratoires comme les
méthodes factorielles descriptives. L'analyse des correspondances des tables de
contingence ale privilége d'appartenir aux deux familles.

Dans les réseaux de neurones auto-associatifs, la sortie Y coincide avec I'entrée X, une
situation qui peut paraitre triviale a priori.

En fait, ces réseaux sont d'un grand intérét si la couche cachée est beaucoup plus étroite
gue les autres, réalisant une compression du signal d'entrée (figure 3).

Bourlard et Kamp [Bou88], Baldi et Hornik [Bal89] ont montré le lien entre la
décomposition aux valeurs singulieres (SVD) - et par conséquent l'analyse en
composantes principales - et ces réseaux particuliers.

La démonstration en est immédiate si I'on remplace Y et X par leur valeur commune,
notée T, dans les formules de |a section précédente.

Entrée Couche cachée Sortie

Figure3.
Réseau auto-associatif " étranglé" .

La matrice M précédente n'est alors autre que la matrice T'T des moments d'ordre
deux.

M = Y'X(X'X)'1X'Y =TT



Dans ce cadre, |'équivalence avec I'analyse des correspondances suppose que la matrice
T est obtenue partir d'une table de contingence K en opérant |a transformation (avec des
notations usuelles):

Kij — ki K;

vk “

On notera que la nature et la taille des données d'entrée impliquées dans les deux
approches des sections 1 et 2 sont radicalement différentes.

tij =

Les tableaux de données correspondent respectivement aux premiers et derniers
tableaux explicités par le tableau 1 et lafigure 3.

Le réseau de la section 1 est alimenté par n observations individuelles : un vecteur
digonctif en entrée (une ligne de X), un autre vecteur digonctif en sortie (la ligne
correspondante de Y).

Leréseau de la section 1 apprend a prédire, pour I'observation i, sa catégorie de sortie a
partir de la connaissance de sa catégorie d'entrée.

Tableau 1
Equivalences classiques entre trois analyses des cor r espondances

Tableau analysé Dimension Facteur Valeur propre
Z= 1Y, X] (p,n) ® - i‘WJ X_1+\/ﬁ
tableau disjonctif | OUp = p1+p2. ¢ 2
complet
B=2Z Dg = DV 22
Tableau de Burt (p.p)
K=Y'X v dans rP1 H
tableau de (p1, p2) Py
contingence ¢ dansR

Le réseau de la section 2 est alimenté simultanément par p (ou q) catégories. Ce sont les
lignes ou colonnes de T, issues de la transformation [4] opérée sur la table de
contingence K=Y'X (cf. tableau 1 et figure 4). 1l apprend a résumer l'information
d'entrée.
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Lestroistableaux conduisant aux mémes premiéeres directions propres.

Notons que la section 2 (comme, on le verra, la section 4 ci-apres) traite de propriétés
communes a |'analyse des correspondances et a l'analyse en composantes principales, ce
qui n'était pas le cas de la section 1 dévolue au cas supervise.

3. Généralisation et mise en oeuvre

Les exposés précédents sappuient sur un fonction de transfert "identité€'. Le fait
dintroduire une fonction de transfert sigmoide conduit immeédiatement a des
généralisations de I'analyse canonique et de |'analyse des correspondances (et aussi de
I'analyse en composantes principales dans le cas auto-associatif évoqué en section 2).

Le modele (1) prend alors la forme, dans le cas ou les deux fonctions de transfert sont
égales a une méme fonction ¢@:

r q
Vik =#) 2 bk #| D ajmXij | +€ik [1-bis]
m=1 =1

Une forme de fonction de transfert fréguemment retenue par la simplicité des calculs
gu'elle engendre est la sigmoide (fonction d'un parameétre t, ("température™) souvent pris
égal a 1 ou 0.5, mais pouvant également constituer un parameétre supplémentaire a
estimer)

1— e—X/t
A0

dont la dérivée peut sécrire (ce qui sera économique du point de vue du calcul):



() = a- ¢(X))2(tl+ ¢(x))

Les calculs analytiques précédents ne sont plus valables, mais ils peuvent
avantageusement fournir une estimation de départ pour les agorithmes itératifs.

L'algorithme de rétro-propagation de gradient [Web90], [Cil95], [Pro91] permet alors
d'estimer les coefficients de ces analyses généralisées.

Une version pédagogique de cet algorithme (Fortran), reprenant les notations utilisées
ici, est présentée en appendice ci-apres.

Dans le cas des méthodes prédictives (régressions multiples simultanées [reduced rank
regression, dans ce cas] , analyse discriminante, ces généralisations donne des résultats
souvent meilleurs que les analyses plus classiques. La validation croisée est aors le
critére de plus sir d'évaluation des résultats.

Dans le cas des méthodes descriptives (composantes principales, correspondances
simples et multiples), I'intérét est peut-étre moins évident, car la plupart des propriétés, et
donc des regles d'interprétation, sont perdues. On doit également renoncer a la simplicité
des représentations géométriques, la transparence du fonctionnement, enfin |'extréme
rapidité et précision des calculs.

4 Un réseau linéair e adaptatif

L es calculs nécessités par une analyse des correspondances peuvent étre réalisés par des
algorithmes trés variés : la méthode des moyennes réciproques (Reciprocal averaging),
peu performante mais pédagogique, I'algorithme de la puissance itérée de Hotelling
[Hot33] (qui revient, dans le cas de I'analyse des correspondances, a regrouper par deux
les itérations de I'algorithme des moyennes réciproques), la méthode de Jacobi, de
Householder, de Lanczos (cf., par exemple, pour une revue de ces derniers algorithmes:
Chatelin, [Cha88] ).

L'utilisation de la méthode de rétro-propagation de gradient et d'autres techniques
associés aux perceptrons multi-couches permet de nouvelles approches numériques qui
peuvent présenter un intérét pour la compréhension du fonctionnement des méthodes.

Notons que I'algorithme de la puissance itérée est trés voisin des algorithmes de gradient
dans le cas de la recherche des extrema d'une forme quadratique, les algorithmes
d'approximation stochastique dont nous allons parler en constituant la version gradient
stochastique.

4.1 Lesalgorithmes d'approximation stochastique



Certains modeles non supervises sont aussi tres proches des méthodes d'approximation
stochastique qui simulent le processus cognitif de lecture d'un tableau [Ben85]. Ces
algorithmes peuvent traiter de grands tableaux clairsemés comme ceux que l'on
rencontre en recherche documentaire ou Automatic Information Retrieval [Leb82].

Benzécri [Ben69], Krasulina [Kra70] ont proposes indépendamment des algorithmes
d'approximation stochastique pour déterminer les plus grandes valeurs propres de
I'espérance mathématique d'une matrice aléatoire. Lebart [Leb74] a donné une preuve de
convergence de |'algorithme de Benzécri dans un cadre purement numérique.

Oja et Karhunen [Oja81] ont propose des agorithmes similaires avec des
démonstrations différentes, utilisant notamment les résultats de Kushner et Clark
[Kus78].

Les travaux de Monnez [Mon94], Bouamaine [Bou86] concernent la convergence du
modele statistique correspondant. Une revue de nombreuses approches se trouve dans
[Bou96].

La premiére traduction de ces algorithmes en termes de réseaux de neurones est faite par
Oja[Oja82], qui a proposé depuis une large variété d'algorithmes [Oja92].

L'idée de base est la suivante: X étant la matrice dordre (n, p) des données
éventuellement centrées et réduites ou transformées selon la formule [4] ci-dessus, la
matrice des moments empiriques X'X peut étre écrite comme une somme de n termes

A;.

X'X=2jA;, avec A :xix'i , (X = i colonne de X").
L'algorithme de la puissance itérée peut alors étre mis en oeuvre a partir de cette matrice
décomposée [Wol66] ce qui permet de tirer éventuellement avantage du caractére

clairsemé du tableau X (notamment, dans le cas des tableaux digonctifs complets ou
des tableaux d'incidence utilisés en recherche documentaire).

Partant d'un vecteur quelconque ug, I'étape k de cet algorithme, aprés avoir pose: uk =
0, consiste a effectuer n fois|'affectation :

pour i =1an, faire: u, <« u, +Au., [5]

L e vecteur uk est inchangé durant |'étape.

On peut espérer améliorer la performance de I'algorithme en modifiant ux a chague
affectation, ce qui conduit au processus :
pour j =1a o, fare: u; <« u;; *+ y()Apu;a [6]

Dans cette formule, »(j) est une fonction de gain.
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Pour assurer la convergence de uj vers le vecteur propre de X'X correspondant ala plus
grande valeur propre, la série »j) doit diverger, aors que la série yz(j) doit
converger.

A l'étapek, l'indicei(j) delamatrice A prend desvaleursde 1an.
(al'étapek, j variede (k-1)n+ 1 akn, eti(j) = j - (k-1)n).
En fait, l'algorithme d'approximation stochastique [6] remplace, pour ['étape k,
I'opérateur
Ps = Zi Ai (utilisé dans I'algorithme [5]),
par |'opérateur

Pe=11; (' + 7(j)Ai(j)). (algorithme [6])

Ces opérateurs ont approximativement les mémes vecteurs propres, mais, si 1(j) est bien
choisie, les valeurs propres du second sont plus écartées, ce qui devrait assurer une
convergence plus rapide.

En ce sens, l'agorithme [6] peut étre considéré comme une simple technique
d'accélération del'algorithme [5] [Leb82].

. C
Une série usuelle j) est la série harmonique : V(J):j avec: d=l1.

|
Durant I'itération k: j=i+ (k-1)n [i=1,n]

4.2 Principe des preuves de conver gence numeérique

On considérera atitre d'illustration une série constante durant I'itération k:

, 1
y() = —
m,
avec, par exemple: M, = kn

Les magjorations permettant d'établir la convergence de la procédure utilisent la norme
suivante:

[Al =sup [lAx]|  pour [ =1
Si I'on suppose, a éant un réel positif:

Al <a, Al <1, e m <=

Durant |'étape k, I'opérateur (2) sécrit alors:
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H,—(' +7()A )= f{{l +F1kAi]

et I'on obtient la majoration suivante:

n 1 (n/ mHA
| +—A; |-e
i

my

2
<@+ 1)(mlj
k

Des majorations bien meilleures pourraient étre obtenues s I'algébre a laquelle
appartiennent les Aj était commutative...

On déduit de cette majoration I'inégalité suivante, qui prouve la convergence de
I'opérateur associé a |'approximation stochastique vers un opérateur projection sur la
premiere direction propre de A.

eZ(l/ my )nA < 2n2(a2 +1) e2(1/ my)n

n 1 1)°
mifie2a ) - > (2]

Contrairement a l'algorithme [5], I'algorithme [6] dépend de I'ordre dans lequel sont
présentées |es matrices A.

Ce dernier algorithme est d'ailleurs accéléré si I'ordre des matrices A;. est inversé lors de

deux itérations successives [Leb74]. On obtient analytiquement de meilleures
majorations (on remédie partiellement a la non-commutativité des Aj) et observe

empiriquement des vitesses de convergence notablement accrues.

Les réseaux linéaires adaptatifs [5] et [6] peuvent donner simultanément plusieurs
vecteurs propres, si des orthonormalisations sont effectuées avec une fréguence qui
dépend de la précision exigee.

Contrairement a ce que proposent beaucoup dalgorithmes dans la littérature
neuromiméticienne, il n'est nullement nécessaire (et inutilement colteux en calcul)
d'orthonormaliser a chaque pas.

Enfin, il convient de signaler que ces algorithmes convergent trés lentement (comme la
série harmonique diverge).

Plutot que de les utiliser pour isoler des vecteurs propres, il vaut mieux les utiliser pour
trouver un sous-espace a s dimension qui contienne les r premiers vecteurs propres (r <
9).

On isolera aors ceux-ci en diagonalisant (par une procédure classique, susceptible de
séparer des directions propres voisines) une matrice d'ordre (S, S) obtenue apres
projection.
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Un listage complet de la procédure d'approximation stochastique (Fortran) appliquée a
des variables nominales (en vue d'une analyse des correspondances multiples) se trouve
dans [Leb77]. L'approximation stochastique n'y est utilisée que pour accélérer les
premiéres itérations de la puissance itérée.

Appendice

Procédur e démentaire d'estimation des coefficients du modéle [1-bis] par rétro-
propagation.

Les procédures (Fortran) présentées sont valables soit dans le cas d'une fonction de
transfert égale a la fonction identique (paramétre it = 1, modéle [1] du paragraphe 1.1),
soit dans le cas d'une sigmoide (parametre it = 0, modele [1-bis] du paragraphe 3).

La méme procédure permet donc d'apprécier les apports de l'intervention de la sigmoide,
et donc de comparer les modéles classiques aux modeles généralisés, qu'il sagisse de
décrire (analyse des correspondances ou en composantes principales) ou de prédire
(régression multiple ou analyse linéaire discriminante).

Le modéle [1-bis] sécrit:

layer(2) layer (1) .
Yik=04] 2bm 4| 2amXj|[+ek (i=1n; k=1 layer(3))
j=1

m=1

Pour un individu i donné, décrit par x(j), la procédure score calcule I'approximation
(premier terme du second membre de I'équation ci-dessus) de ik, puis la procédure

retrop corrige les estimations précédentes de a et b, par une descente de gradient
stochastique (ou "on line" : la correction intervient au niveau de chague individu).

Procédure score:

Calcul, pour i fixé, des valeurs au niveau de la couche cachée [v(2,m)] et au niveau de la
couche de sortie [v(3,K)]:

layer (1) layer (2) layer (1)
v(2m)=¢| > ajmX |, VB K =¢) Db 4| DajmX
j=1 j=1

m=1
nx = nombre maximal de neurones dans une couche

layer(c) = nombre de neurones de la couche ¢
X(j) =levecteur d'entrée pour l'individu i
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v(1,))=x(j); v(2,m)=valeurs couche cachée; v(3,k)=valeurssortie.
a(j,m) et b(m,k) = estimations des coefficients au niveau (i-1)

t = parametre de la sigmoide (fonction sigm, calculant phi a partir de xx)
it =1: transfert=identité it=0: transfert = sigmoide.

subroutine score(nx,layer,x,v,ab, t, it)

C
dimension layer(3), x(nx), v(3,nx), a(nx,nx), b(nx,nx)
C
doj=1layer(1)
V(Lj)=x()
enddo
do m=1,layer(2)
xx=0.0
doj=1,layer(1)
XX=xx + v(1,j)*a(j,m)
enddo
phi = xx
if (it.ne.1) call sigm(t, xx, phi)
v(2,m)=phi
enddo
do k=1, layer(3)
xx=0.0
do m=1,layer(2)
XX=XX + v(2,m)*b(m,k)
enddo
phi = xx
if (it.ne.1) call sigm(t, xx, phi)
v(3,k)=phi
enddo
return
end
Procédureretrop:

Mise a jour des coefficients a(j, m) et b (m, k) durant la lecture de I'individu i. Si f
désigne la fonction de perte relative al'individu "i", on a, par exemple, dans le cas de &(j,
m):

: : a
[a(j, m)]i =[a(], M]i-1 {éa(j,m)Ji_l
y(K) est yik pour l'individu i.
cora, corb, tb sont des tableaux de travail
eps (¢) estlepasdugradient (e.g. eps=0.01)
aet b en entrée proviennent de I'étape (i-1)

subroutine retrop (nx,layer,y,v,a,b,cora,corb,tb,t,eps,it)

14



(9]

dimension y(nx),v(3,nx), th(3,nx), a(nx,nx), b(nx,nx)
dimension layer(3),dimension cora(nx,nx), corb(nx,nx)

premiére phase: corrections sur b
do k=1,layer(3)
phi=v(3,k)
deriv=1
if (it.ne.1) deriv=(1. + phi)* (1. - phi)/(2+t)
tb(3,k)=eps+ deriv+ (y(K)-v(3,k))
do m=1,layer(2)
corb(k,m)=tb(3,k)*v(2,m)

enddo
enddo

deuxieme phase: corrections sur a
do m=1,layer(2)
som=0.0
do k=1,layer(3)
som=som+h(m,k)*tb(3,k)
enddo
phi=v(2,m)
deriv=1
if (it.ne.1) deriv=(1. + phi)* (1. - phi)/(2*t)
tb(2,m)=deriv+som

doj=1,layer(1)
cora(m,j)=th(2,m)*v(1,))
enddo
enddo

troisieme phase: report des corrections de a(j,m) et de b(m,k)

do m=1,layer(2)
doj=1,layer(1)
a(j,m) = a(j,m)+ cora(m,j)
enddo
enddo

do k=1,layer(3)
do m=1,layer(2)
b(m,k) = b(m,k)+corb(k,m)
enddo
enddo
return
end

I1'y adonc un appel du couple (score, retrop) pour chague individu, et donc n appels par
lecture compléte du tableau. Quelques centaines de lectures complétes suffisent souvent
pour obtenir des résultats satisfaisant.

Dans le cas d'une fonction de transfert identité, si I'on désire interpréter les coefficients,
il est nécessaire de faire intervenir la contrainte sur b, sous forme d'orthonormalisation
(modéle du paragraphe 1.1).
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Comme en approximation stochastique, I'orthonormalisation de la matrice des
coefficients b n'est pas nécessaire apres chaque lecture d'individu.
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